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Introdugao

Um dos grandes desafios da pesquisa em biomateriais aplicados para regeneracdo de
tecidos duros é a producdo de arcaboucos tridimensionais capazes de estimular e orientar a
formacdo de tecido 6sseo no processo de reparo. A bioceramica hidroxiapatita (HA), é altamente
conhecido para esta aplicacao, devido a que é a principal matriz mineral do osso, e na sua forma
sintética apresenta uma alta biocompatibilidade e bioatividade [1]. Portanto, o estudo da
interagao da HA com os tecidos dsseos em varios niveis - nano e micro - é um assunto essencial
para criar feedback para o desenvolvimento de biomateriais mais ativos [2,3]. O estudo em
modelos in-vivo em animais é o caminho mais eficiente para avaliar a qualidade do arcabouco
utilizado, que combinado com a técnica ndo destrutiva de microtomografia de Raios X, é possivel
explorar aspectos basicos de interagdo tecido/material de uma maneira mais precisa [4].
Embora essa técnica nos permita visualizar como o processo acontece em determinados
periodos de tempo, a quantificacdo estrutural e a proposta de modelos de dindmica de
crescimento requerem uma alta acurasse na segmentacgdo das fases presentes na matriz. Neste
ponto as estratégias de segmentacdo via machine learning e deep learning vem mostrando
resultados mais precisos do que o préprio julgamento humano, tornando-se uma ferramenta
essencial dentro das técnicas de imageamento por Raios X [5—7].

Estado da arte

Diversas metodologias sdo constantemente desenvolvidas para resolver problemas de
segmentacdo avancada, algoritmos capazes de diferenciar textura, intensidade de cinza e
bordas, entre eles a arquitetura de redes U-NET 2D e 3D vem mostrando resultados mais
promissores e sélidos. T Nemoto et al. mostraram o nivel de acurasse atingido por estas redes
neurais segmentando tecido pulmonar [5]. H.M. Gongalves et al. mostraram como a velocidade
de processamento de segmentac¢do pode ser incrementada em 180x vezes, quando os processos
sdo implementados via CUDA, junto com a geragdo de superpixels. Reznikov et al. [8] mostraram
o potencial dos processos de segmentacdo via Deep learning para interpertacao de tecidos
biomineralizados em imagens de microtomografia de Raios-X e Microscopia Eletronica de
varredura acoplado a feixe de ions focalizado (SEM-FIB) no modo slice and view. Estes exemplos
mostram o grande avanco da inteligencia articicial para interpretar patrdes e classifica-los de
forma rdpida e com alta precissao, agilizando a analise dos dados.



Objetivos

- Desenvolver protocolos de segmentacdo automatica e eficiente de imagens de
microtomografia de implantes de fosfatos de calcio nanoestruturados.

- Quantificar parametros morfoldgicos relevantes na interagdo biomaterial/tecido neoformado,
tais como: arquitetura de crescimento ésseo, interface biomaterial/tecido, porosidade,
interconexado de canaliculos em diferentes estagios de mineralizacao.

- Participar dos primeiros experimentos de micro/nano-tomografia que serdo realizados na linha
de luz MOGNO: preparo de amostra, aquisicdo e processamento de dados.

Metodologia

Este projeto consiste em automatizar processos de aprendizado de maquina, partindo
de propor um protocolo de segmentacdo adequado para o tipo de amostra em questdo, no caso
implantes de fosfatos de calcio nanoestruturados em formato de microesferas. As primeiras
imagens a serem analisadas sdo microtomogramas de implantes adquiridos previamente na
linha de luz IMX, considerando diversos materiais, tais como HA e hidroxiapatita carbonatada
(cHA) sintetizadas a temperaturas de 37 °C e 90 °C, com e sem tratamento térmico a 900 °C.
Para este fim serdo utilizados os computadores de alto desempenho (HPCs) disponiveis no
CNPEM, a principal ferramenta serd o software Annotat3D, programa desenvolvido pelo grupo
de Computacdo Cientifica do LNLS.

A primeira etapa consiste em treinar o classificador para aprender a identificar as
diferentes fases presentes nas amostras, que sdo: matriz dssea preexistente, 0sso novo
formado, biomaterial, osso novo formado na superficie do biomaterial, poros do biomaterial e
background.

Uma vez atingido o grau de segmentacdo ideal, a segunda etapa consiste em utilizar esse mesmo
classificador para interpretar e segmentar automaticamente as fases presentes em amostras
semelhantes, cuja Unica diferencia seria o material implantado. Para isso sera utilizada a
ferramenta de Deep Learning ja integrada no proprio programa, onde diversas arquiteturas de
rede, filtros, e condi¢Ges deveram ser testadas de tal forma a conseguir propor um protocolo
para este tipo de amostras.

A terceira etapa consiste em quantificar parametros morfoldgicos no sistema analisado,
tais como orientagdo, grau de fragmentacdo, interconexdo, porosidade, interface
osso/biomaterial. Este ponto serd conduzido utilizando softwares de tratamento de imagens,
como Avizo e Imagel, que dispdem de diversas ferramentas quantitativas e de modelagem,
complementado com eventuais desenvolvimentos de scripts em Matlab e Python.

O aluno também terda oportunidade de participar dos primeiros experimentos
relacionados a implantes dsseos feitos na linha de luz, desde o preparo de amostras até a analise
dos dados.
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